
◆ Summary ◆
本稿の目的は会計監査において AI，とりわけ機械

学習を活用することで不正会計の早期発見を効率的に
行う可能性を議論することである。AI の活用の方向
性を取り扱う情報に応じて，公開情報を用いた不正会
計の予測と非公開の被監査会社内部の情報を用いた不
正会計の検知の２つに分類し，それぞれについて実務
への適用を検討する。

《は じ め に》

FinTech（フィンテック）の特徴は，金融
サービスに機械学習やディープラーニングな
どの AI 技術を中心とした先端技術を利用す
ることで，既存のサービスの拡充を図る点に
ある（藤田，2017）。本稿では，会計監査に
同様の技術を適用することの意義および可能
性を，学術的な知見を参考にしながら検討す
る。具体的には，AI 技術，とりわけ機械学
習が，監査プロセスにおける不正会計の早期
発見を効率化する可能性を議論する。本稿の
議論を通じて，会計や監査に特化した先端技
術の応用となる AccounTech や AudiTech
の可能性を探求してみよう。

Ⅰ　監査におけるAI活用の方向性

監査における不正会計の検出は，対象とす
る情報に応じて２つのアプローチに分類でき
る。１つは，公開情報を用いて不正会計の予
測モデルを構築するアプローチである。財務
諸表や株価情報といった公開情報を様々な企
業・年度にわたり幅広く収集し，これらを用
いて不正会計を予測するアプローチである。
本稿ではこれを，マクロレベルのアプローチ
と呼ぶ。このアプローチでは，不正会計のパ
ターンを識別するアルゴリズム，すなわち不
正会計予測モデルの推計において AI が活用
される。

もう１つのアプローチは，非公開の内部情
報に注目する方法である。すなわち，被監査
会社１社に焦点を当て，非公表の詳細な内部
データを利用して，不正な取引や仕訳を発見
するミクロレベルのアプローチとなる。もし，
財務諸表数値として公表される前の段階で異
常な取引や仕訳を検出できれば，被監査会社
と監査人の双方にとって非常に有効なツール
となるであろう。
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監査人は，クライアントの取引や仕訳に関
する膨大な量のデータを取り扱うため，その
なかから異常な仕訳を抽出する作業は容易で
はない。ここで異常な仕訳を検知する技術や，
また勘定科目ごとの動きを他の科目との関連
性から予測し異常な動きを把握する技術とし
て AI が期待されている。

以下では，マクロレベルとミクロレベルに
分けて，監査に関する不正会計検出の可能性
を検討する。

Ⅱ　マクロレベルのアプローチ

１　不正会計予測モデルの概要
不正会計予測モデルでは，不正会計企業の

財務諸表やその他の公開情報に潜む一定の傾
向やパターンを機械的に識別し，これとどの
くらい類似するのか，という視点で不正会計
の発生リスクを算出する。予測モデル構築の
ポイントは，不正会計の発生を説明する要因

として，どのようなインプット要素に注目す
るかである。

会計学の領域では，経営者の会計的な裁量
行動を分析する利益調整（earnings manage-
ment）という研究領域があり，この領域の
研究成果が予測モデルに利用されることが多
い（首藤，2010）。利益調整は GAAP の範囲
内の合法的な調整であるが，利益調整と不正
会計の相関は高いという研究報告もあり，そ
の研究成果が注目されている。

具体的には，①利益を調整した額，②利益
調整の動機，または③利益調整を抑制するコ
ーポレートガバナンス体制，といった要因が
モデルのインプット要素として利用される

（首藤・大城・宋，2016）。
たとえば，経営者が利益を裁量的に調整し

た額として定義される会計発生高や裁量的発
生高が高い企業は，不正会計を行っている可
能性が高いと仮定される。また利益調整の動
機としては，利益連動型報酬制度の存在，財
務制限条項の抵触回避，または株価の維持な
どが確認されている。これらの動機に関連す
る変数も予測モデルに挿入される。さらに取
締役会の属性や株式保有構造といったコーポ
レートガバナンスに関する変数も重要な要素
となる。不正会計の有無を従属変数とし，上
記のインプット要素を独立変数とする回帰モ
デルを設定し，予測モデルを構築する。

会計学の領域における代表的な先行研究と
しては，Beneish（1999）が提案する M スコ
アモデルや，Dechow et al.（2011）の F ス
コアモデルなどがよく知られている。また日
本企業を対象とした不正会計予測モデルを提
案した研究に，Song et al.（2016）がある。
Song et al.（2016）では，F スコアモデルを
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ベースに予測モデルの改善を行っており，高
い検出力を有するモデルを提示している。

２　不正会計予測モデルにおける AI の活用
不正会計のパターンを識別するアルゴリズ

ムに AI の様々な技術を利用することができ
る。West and Bhattacharya（2015）は，様々
なアルゴリズムを用いた先行研究の比較を
行っている。
図表１は，West and Bhattacharya（2015）

に基づいて各不正検出アルゴリズムの特徴を
要約したものである。前述の Beneish（1999），
Dechow et al.（2011），またはSong et al.（2016）
といった会計学の先行研究では，シンプルな

ロジット・モデルを利用することが多い。実
装が容易な点は実務上のメリットがあるが，
複雑な不正パターンへの対応が難しい点が短
所となる。

先行研究では，どのアルゴリズムの予測の
正確度（accuracy）が高いのかについて比較
検証が行われている（Kirkos et al., 2007 ；
Ravisankar et al., 2011）。その結果をサーベ
イした West and Bhattacharya（2015）では，
概して，単純なロジット・モデルよりもニュ
ーラルネットワーク，サポートベクトルマシ
ーン，決定木，遺伝的プログラミング，ベイ
ンジアンネットワークなどのほうが高い正確
度を有することが示されている。近年話題に

〔図表１ 〕先行研究で用いられている不正検出アルゴリズムの特徴
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アルゴリズム 長　所 短　所
ロジット・モデル 実装が容易。

不正検出において実績がある。
複雑な不正パターンに対応が難しい。

ニューラルネット
ワーク

不正検出において実績がある。
他の分類問題で安定的な性能が示されてい
る。

計算負荷が高い。
教師データへ過学習することがあるので，
新しい不正のパターンをサンプルに継続的
に追加することが必要となる。

サポートベクトル
マシーン

非線形の分類問題（インプット要素の単純
な足し算にならない）に対応が可能。
計算負荷が低い。

インプット要素がどう結果へつながってい
るのか解釈が難しい。

決定木・ランダム
フォレスト

実装が容易。
理解が容易。
計算負荷が低い。

教師データへ過学習することがあるので，
新しい不正のパターンをサンプルに継続的
に追加することが必要となる。

遺伝的アルゴリズ
ム・プログラミン
グ

実装が容易。
他の分類問題で安定的な性能が示されてい
る。

計算負荷が高い。新しい不正のパターンへ
の対応が難しい。

テキストマイニン
グ

大量のテキストデータが利用可能な際に有
用。

他の分類アルゴリズムと組み合わせる必要
がある。
テキストデータは数値データに比べ主観的
要素が入るため，解釈が難しい。

ベイジアンネット
ワーク

他の分類問題で安定的な性能が示されてい
る。
計算負荷が低い。

不正，適正な財務諸表の傾向やパターンの
深い理解が必要となる。

ハイブリッド法 複数の検出アルゴリズムを総合することで
新しい不正のパターンにも対応しうる。

実績があまりない。

（出所）West and Bhattacharya（2015）の表２の一部を抜粋して加筆修正を行っている。



なっているディープラーニングや勾配ブース
ティングなどの手法も含め，AI の代表例で
ある機械学習を活用することでより精度の高
い不正会計の予測が可能となると考えられる。

３　監査実務への応用
不正会計予測モデルが，監査実務において

力を発揮するのは，スクリーニング・ツール
としての機能である。多数のクライアントを
有する大規模な監査法人では，それぞれのク
ライアントの監査を担当する監査チームごと
に適切に不正会計のリスクを識別し対応する
ことが求められる。同モデルを利用すれば，
監査法人の品質管理活動としてリスクの高い
可能性のある企業を特定し監査チームにその
対応を確認することができる。

さらに財務諸表にどういった傾向があった
ためにリスクが高いと予測されたのか，説明
や注意喚起を行うことでリスクの識別や監査
計画のための参考情報を提供することが可能
となる。また上記の説明では，同モデルは公
開情報に基づいて構築することを前提として
いたが，監査法人が有するクライアントの内
部情報を利用することができれば，モデルを
精緻化することができるであろう。

Ⅲ　ミクロレベルのアプローチ

最近の監査実務では，売上や工事の総原価
などの予測を行うために，取引明細などのデ
ータから予測モデルを構築するといった取組
みが徐々に始まっている（小川，2016）。ま
た自然言語処理技術を用いた契約書などの文
書の解析といった取組みも進んでいる。本稿
では，機械学習を利用することで，仕訳デー

タから不正を検出する２つの試みを紹介する。
１つは，機械学習を利用して月次・日次ベ

ースの勘定科目の動きを予測する方法である。
実際の勘定科目の動きが期待値と大きく乖離
した場合，不正や誤謬が疑われることになる。

今１つは，機械学習を利用して仕訳の異常
検知を行う手法である。監査実務では，仕訳
テストと呼ばれる，数十万から数億の仕訳を
対象に不正や誤謬が含まれていないかの検証
を行う作業がある。現状では，すべての仕訳
を検証することはできないため，異常が疑わ
れる一定の条件により抽出した仕訳のみの検
証を行っている。ところが抽出条件は会社の
状況や業種，監査人の経験などに基づいて設
定され明確な異常の定義があるわけではない。
そのため，偽陽性（空振り）や偽陰性（見逃
し）なども多いと考えられ，より精度の高い
抽出方法が望まれている。

１　機械学習を利用した勘定科目ごとの月
次・日次推移予測

⑴　スパースモデリングの利用の可能性

仕訳データがあれば，それを集計すること
で，各科目が月次・日次でいくら変動したの
かわかる。また，科目ごとに今期の累計の変
動額に前期末の残高を考慮することで，今期
の月次・日次の残高がわかる。Dzeng（1994）
や Kogan et al.（2014）といった先行研究では，
勘定科目ごとの時系列の予測モデル，他の科
目を予測に含めたベクトル自己回帰（VAR）
モデルや同時方程式モデル（SEM），といっ
た予測モデルの構築がなされている。

先行研究では，１つの科目の動きを予測す
るにあたって，その科目の過去の時系列デー
タだけを用いるよりも，他の科目の動きも考
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法である。
 N ｐ
＝arg min（Σ（yi－xi ）２＋λΣ¦ j ¦）

β i＝１  j＝１

ただし，βj は係数ベクトルβの j 成分を
表し，この絶対値をすべて足し合わせたもの
を L1ノルムと呼んでいる。最小二乗法に正
則化項を足すだけで説明変数のうち一部の係
数がゼロとなり変数の推定と変数選択を同時
に行うことができるのである（廣瀬，2016） 。

⑵　監査実務への応用

lasso を用いれば，各科目ごとに関連があ
りそうな勘定科目だけを機械的に抽出し，予
測モデルを構築することができる。勘定科目
の変動額の予測にあたって他の科目の線形和
としてモデルを表現することは理解がしやす
い。たとえば，売掛金の変動額を従属変数と
して lasso を用いて係数を推定すると，数百
から数千にのぼる他の科目の変動額や期初残
高のなかから売掛金と関連の高いものだけが
機械的に抽出され，

売掛金
変動額=β0＋β1

買掛金
変動額＋β2

月間
売上＋β3

月間
販売費＋β4

月初
売掛金

というような形で変数（勘定科目）が抽出さ
れたとする。この推定結果から，どういった
科目が売掛金と連動するか，またその度合な
どを理解することができる。これにより人間
がこれまでに意識しておらず，踏み込んだ分
析を行ってこなかった関連性が見つかるとい
うことも考えられる。

また，lasso を用いて科目ごとに月次・日
次の変動額を予測することで，変動分析を精
緻化することができる。たとえば，図表２の

慮に入れたほうが精度がよくなると指摘され
ている（Dzeng，1994）。この場合，同時点
の他の科目の動きを考慮する同時方程式モデ
ルが適切と考えられる一方で，単純にすべて
の科目をモデルに取り込めばいいというもの
でもない。１つひとつの科目の動きについて，
他の科目のなかで関連性が高いものだけを用
いてモデル化したい。

とりわけ実務においては数百，ときには数
千にものぼる科目のなかからひと握りの関連
性の高い科目を抽出する必要があるものの，
この変数選択の作業は時間を要し，また判断
を伴うため１科目ずつ監査現場で作り込むの
は現実的ではない。それぞれの科目ごとに，
関連がありそうな勘定科目だけを機械的に抽
出して予測モデルを構築することが望ましい。

ディープラーニングは特徴量を自動的に抽
出してくれると喧伝されるが，今回のケース
では使うことが難しい。というのも，数百と
いう科目数（説明変数）に対して，過去数年
程度のサンプル数ではディープラーニングで
学習させるには不十分であり，与えたサンプ
ルに完全に予測を合わせてしまう過学習など
の問題が生じる。

スパースモデリングは，このような問題を
解決する１つの方法として考えられる。「ス
パース（sparse）」とは「まばら，少数」と
いう意味で，今回の状況でいえば科目ごとに
説明力のある一部の変数のみを自動的に抽出
する技術である。スパースモデリングの代表
的な手法としてlasso（Least Absolute Shrink-
age and Selection Operator）がよく用いら
れる。lasso は下式のように回帰モデルの損
失関数に係数の L1ノルムに基づく正則化項
を加えたものを最小化する係数を推定する方
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ような形で売掛金の実際の月次変動額（実線）
と lasso を用いて予測した月次変動額（破線）
が推移していたとする。
科目間の関連性を大きく捉えてモデルが推

定されるため，実際の変動額がモデルの予測
値から乖離した場合には，売掛金に対して通
常と異なる勘定科目が関連づけられたことが
示唆される。単純に金額的に変動が大きいか
否かで判断するよりも，他の勘定科目との関
連性を考慮することで，イレギュラーな会計
処理を抽出しやすくなる可能性がある。

２　機械学習を用いた仕訳の異常検知
⑴　仕訳のデータ化

機械学習のもう１つの活用例として，仕訳
の異常検知の手法を検討しよう。機械学習を
用いた異常検知自体は様々な研究がなされて

おり，クレジットカードの不正使用やシステ
ム故障の検知などにおいてはすでに実用化が
進んでいる。機械学習の適用にあたっては過
去の事例と類似するものを抽出する教師あり
学習と，与えられたデータの構造から異常な
ものを見つける教師なし学習があるが，本稿
では過去の不正仕訳のデータベースの蓄積が
なくとも適用可能な教師なし学習の手法を用
いた仕訳の異常検知を紹介する。
著者たちの知る限りでは，仕訳データの異
常検知を扱った会計学の学術的研究は存在し
ない。しかし，生命保険の不正な支払請求を
分析対象としたものとして，Thiprungsri 
and Vasarhelyi（2011）がある。彼らは，支
払請求の異常検知にクラスター分析（k-means
法）を用いている。また保険会社や銀行の取
引を対象にルールベースの異常検知を行って
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〔図表２ 〕lasso を用いて予測した売掛金の月次変動額

（注）破線は lasso を用いて予測した売掛金の月次変動額，実線は売掛金の実際の月次変動額を示している。
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いる研究も存在する（Kim and Vasarhelyi，
2012 ；Kim and Kogan，2014）。

仕訳の異常検知を行うためには，①仕訳情
報を機械学習が適用可能な形にデータ化し，
②そのデータにフィットする異常検知の手法
を探求する作業が必要になる。仕訳は複数の
勘定科目から構成されるデータであるため，
１つの仕訳を１つのデータとして表現する必
要がある。

考えられる１つの方法は，仕訳をベクトル
として表現することである。あらかじめ用意
した勘定科目の並びに従って，１つの仕訳で
計上されている金額を並べ，その仕訳で用い
られていない科目はゼロとすることでベクト
ルとして表わすことができる。たとえば，現
金，売掛金，および売上の３科目しか用いな
い場合に，次のような仕訳が計上されたとし
よう。

（現金）　　　　100 　　（売上） 150

（売掛金）　　　　50

この場合仕訳は（100, 50, -150）というベ

クトルで表現できる。このベクトルに対して
異常度を測定し，閾

しきい

値を超える場合に異常と
して検知するのである。

仕訳の異常検知をイメージとして理解する
ために，現金，売掛金，および売上のベクト
ルを３次元でプロットしたのが図表３である。
図表３では，複数の仕訳がプロットされてい
るが，通常の売上の仕訳（丸のマーク）が下
の隅に固まっているのに対して，反対仕訳

（ひし形マーク）は売上・売掛金の符号が反
対となるため，離れた位置にプロットされる
ことが見て取れる。

また売上に対する現金・売掛金の計上の比
率が異なる場合の仕訳（ひし形マーク）も丸
のマークから離れた位置にプロットされるこ
とがわかる。こういった他のパターンとは異
なることから離れた位置にプロットされる仕
訳を異常として識別するのである。

  
⑵　異常検知の手法

機械学習を用いた異常検知では，データの
構造の把握に基づき異常度の定義を行い，こ

100

50

－50

－50

50－100

－100
100

100

－150

0

0

0

20 40 60 80

売
掛
金

売
上

現金

〔図表３〕ベクトルとしての仕訳
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の異常度が閾値を超えるかどうかにより異常
を判断することになる。データの構造をどう
把握するかにより様々なアルゴリズムがあり，
①統計的分布に基づく手法，②距離に基づく
手法，または③密度に基づく手法がよく用い
られている。以下では，仕訳データの異常検
知に有効な手法を検討しよう。

統計的分布に基づく手法としてはホテリン
グ理論がよく知られている。これは与えられ
たデータに基づき標本平均と標準偏差を計算
し，観測値と標本平均の乖離を標準偏差で
割ったもの（マハラノビス距離）の２乗を異
常度とするものである。データの分布に正規
分布を仮定しているため，分布が不規則で多
数の類型が考えられる仕訳には当てはまりが
悪いと考えられる。

こういった状況においては，距離に基づく
手法がよく用いられる。代表的なものとして
k 近傍法がよく知られており，これは観測値
から k 番目に近いデータまでの距離により
異常度を測定するものである（k は１や２な
どの数値をあらかじめ決めておく）。外れ値
は他のデータから乖離しているはずなので，
k 番目に近いデータとの距離が離れているも
のを異常とする。ただし仕訳データへの適用
を考えた場合，データの密度が一様ではない
ため，全域で妥当な k を決めるのは難しい
という問題が生じる。

データの密度が一様ではない場合に用いら
れる手法が密度に基づく手法であり，局所外
れ値因子法（LOF 法）がよく知られている。
観測値から最も近いデータ（最近傍点）まで
の距離と，その最近傍点から最も近いデータ
までの距離の比を見ることで，密度が近傍に
比べて低くなるような点を異常と定義する方

法である（なお，観測値と最近傍点だけの比
較ではなく k 個の近傍点を用いた距離の比
の平均という形に拡張できる）。したがって，
仕訳をベクトルとして表現し，LOF 法を利
用して異常検知を行うことは１つの有効な方
法と考えられる。

ただし，実際の運用の際には課題も存在す
る。監査実務において検討する科目数は，数
百，数千にのぼるため，ベクトルの次元（羅
列された数字の個数）が非常に多くなる。こ
のような場合，データ間の距離が互いに等し
くなることで異常検知が難しくなる，いわゆ
る「次元の呪い」と呼ばれる現象が発生する。
そのため，高次元空間における異常検知手法
や，次元を何らかの形で落としてから異常検
知を行うといった工夫が必要となる。

⑶　監査実務への応用

これまで会計士が設定していた「異常な仕
訳」の定義や抽出ルールを機械学習による異
常検知により自動的に決定することで，今ま
で想定していなかったパターンの不正などを
見つけられる可能性がある。もっとも，教師
なし学習は過去の不正仕訳のデータベースの
蓄積がなくとも適用が可能であるという利点
がある一方で，アルゴリズムの妥当性の検証
が機械的にできないという難点がある。実際
に不正があった仕訳を対象に検証するといっ
た作業を行い，アルゴリズムの改良や選択を
行う必要があるだろう。

《お わ り に》

本稿では，監査における機械学習を中心と
する AI 活用の取組みについて，不正会計の
早期発見という観点から，実務への適用可能
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性について検討した。監査における AI の活
用は大きな可能性を秘めていることが期待さ
れる。すでに，実務ではマクロレベルの不正
会計予測モデルを構築し，品質管理目的のス
クリーニング・ツールとして活用が始まって
いる。本稿では，マクロレベルとミクロレベ
ルの取組みを紹介したが，将来的にはデータ
ベースの拡充や統一化によって，両アプロー
チを統合したシステムの開発も進むであろう。

ただし，ブラックボックスになりがちな
AI 技術に依存しすぎることには注意が必要
である。アルゴリズムが複雑になると，イン
プット要素に基づく結果の解釈が困難になり，
なぜ不正会計の疑義が高いのか，ということ
を具体的な証拠に基づいて説明することが難
しくなる。そのため，これまでの監査実務で
得られてきた知見と組み合わせて，不正を見
抜く力を高めることが最も重要な課題となる。
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